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Resumo

Este documento descreve a construcao de um modelo de credit scoring de contra-
tos PJ a partir da base PEJOTA xls . Sdo apresentadas as etapas de exploragdo da
base, preparagao dos dados, calculo de Information Value (IV), binning e transfor-
macao em Weight of Evidence (WoE), imposi¢ao de monotonicidade e agrupamento
de bins, estimagao de regressao logistica, construcao do scorecard na escala de pon-
tos e avaliagdo do desempenho (AUC, KS e PSI). Incluem-se as principais equagoes
tedricas e graficos gerados no processo (ROC, KS, PSI e WoE por varidvel). Esse

documento apenas auxilia em algumas etapas, ndo exaustivo.

1 Exploracao Inicial da Base

No primeiro script em Python, foi feita a leitura do arquivo PEJOTA.x1s e listadas as abas
disponiveis. A aba VARIAVEIS contém o diciondrio; a aba PEJOTA contém os dados.

Principais passos:
o visualizacao do diciondrio (tipo, periodo, descrigdao);
o visualizagdo das primeiras linhas da base;

« inspe¢ao dos diypes (numérico, texto, etc.);

calculo do percentual de missing por variavel.

A coluna STATUS é o rétulo original, com valores BOM e MAU. Criou-se a variavel:

1, se STATUS = MAU,
0, se STATUS = BOM.

TARGET =

Essa codificagdo é padrao em modelos de inadimpléncia: 1 representa o evento de risco

(ativo problemético).
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Preparacao dos Dados

Os principais tratamentos efetuados foram:

1.

Padronizacao de nomes de colunas: conversao para maiusculas, remocao de

espacos e substituicdo por “_".

Conversao de variaveis financeiras (IFIN1, IFIN2, IFIN4, IFIN5, IFIN7, IFIN8)
que vinham como texto com virgula decimal. Foi feita a troca virgula — ponto e

extraida a parte numérica.

. Tratamento de missing: para IFIN1 e IDADE, utilizou-se a mediana da amostra,

apenas para permitir o calculo de WoE posteriormente.

Codificagao de UF: a variavel UF foi transformada em dummies, resultando em
indicadores como UF_RJ, UF_SP, etc., com drop first para evitar multicolinearidade

exata.

. Remocao de identificadores (COD_CLI) e do préprio STATUS, mantendo apenas

TARGET.

Ao final, obtém-se uma matriz de entrada com varidveis numéricas e dummies, prontas

para a etapa de binning.
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Information Value (IV)

O Information Value mede a forca de separacao de cada variavel individualmente entre

bons e maus. Para uma variavel categorizada em K grupos, tem-se:

WoE, = In (GOOd%’“> ,

Bad%k

K
IV = Z (Good%y, — Bad%y) - WoEy.
k=1

Valores tipicos de interpretagao (Siddiqi, 2006):

o IV < 0,02: variavel fraca;

e 0,02 <1V <0,1: fraca a média;

e 0,1 <1V <0,3: boa;

o IV > 0,3: muito forte (pode sinalizar overfitting ou varidvel “quase deterministica”).

Neste trabalho, foram inicialmente selecionadas as variaveis com IV > 0,02. Essa lista

foi filtrada posteriormente pela monotonicidade.



4 Binning e Weight of Evidence (WoE)

Para cada varidvel X selecionada, aplica-se o algoritmo woebin do scorecardpy, que:

e encontra pontos de corte para dividir a distribui¢do em bins;
o garante frequéncia minima por grupo;
 calcula os valores WoE e IV de cada variavel.

Seja b=1,..., K; os bins da varidvel X;:

WoE,, = In <G00d%jb> .

Bad%ﬂ,

A transformacao de WoE tem duas vantagens principais:

1. lineariza (aproximadamente) a relagao entre a varidvel e o log-odds da inadimpléncia;

2. produz coeficientes de facil interpretacao: sinais e magnitudes consistentes.

5 Imposicao de Monotonicidade

Para varidveis de risco, espera-se que, a medida que o valor do bin “piora” (por exemplo,
mais atraso, mais restri¢oes, menor renda), o WoE ou o bad rate cres¢a (ou decresca) de
forma consistente. Esse ajuste deve ser analisado em conjunto com o sentido econémico
esperado da variavel, mantendo coeréncia de ordenacao risco para os contratos escorados.

Para cada variavel, o algoritmo implementado faz:

1. separa explicitamente o bin missing (nao entra na checagem de monotonicidade);

2. calcula, para cada bin nao-missing, o bad rate

Badjb )
Totalj;,’

A

Djp =

3. determina a tendéncia global (crescente ou decrescente) comparando Pjaiimo COmM
Pjprimeiro;

4. enquanto houver violagoes & tendéncia global, combina bins adjacentes (soma de

contagens e de maus), atualiza p;, e reavalia;

5. se, ao final, restarem menos de dois bins nao-missing, a variavel é descartada.

Esse procedimento gera um conjunto de breaks monotonicos por variavel, usado em

uma segunda chamada de woebin, agora forcando a estrutura monotonica.



6 Avaliacao da Monotonicidade e Penalizacao de Mis-
sing

Ap6s o binning monotdnico, foi gerada uma tabela de avaliacdo econémica para cada

variavel, contendo:

vetor de pontos por bin (apds escala para score);

orientagao: “maior valor melhor” ou “maior valor pior”;

valor de pontos atribuido ao missing;

indicador se o missing foi de fato penalizado em relagao ao pior bin observado.

Regra adotada:

Maior score = melhor cliente. Portanto, o missing deve receber o

menor nimero de pontos da variavel.

O codigo ajusta automaticamente os pontos dos bins missing para garantir essa pro-

priedade.

7 Modelo Logistico em WoE

Seja o vetor de varidveis WoE para a observagio ¢ denotado por w; = (w1, ..., w;). O

modelo logistico é:

&\ Pr(TARGET; = 0 | w,)

) = [o + Brwir + - - + Bpwip.
Equivalente a:

1

p
2= o+ Z Biwi;.
j=1
A base transformada em WoE foi dividida em:
o 70% para treino;
o 30% para teste;
 estratificacdo pelo TARGET para preservar o bad rate.

A estimagao foi feita via maximum likelihood. O vetor de coeficientes resultante in-
dicou, por exemplo, efeitos relevantes para NUM_SOCIOS, REST_TIPO_1, REST_TIPQ_5,
IFIN3, IFIN4, IFIN5 e dummies de UF.



8 Escala de Score

A partir do modelo logistico, constroi-se o scorecard na escala de pontos. A relacédo

classica entre log-odds e score é:

dd
Score = offset + factor - log (O ] S) ,

onde

Com os parametros:
« points, = 600 (pontos na odds de referéncia);
« oddsg = 20 (20 bons para 1 mau);

« PDO = 50 (cada +50 pontos dobra a odds).

Tem-se:

factor = m’ offset = points, — factor - In(oddsy).

O scorecardpy distribui essa estrutura entre um basepoints (constante) e pontos por

bin de cada variavel, gerando uma tabela do tipo:

Variavel Bin Pontos
IFIN3 [—00,10) 43
IFIN3 10, 35) 4
IFIN3 135, 65) -15
IFIN3 65, 85) -43
IFIN3 85, 00) -55

A pontuacao total do cliente é:

Score; = basepoints + Z PONtOS; in(a,.)-
J

9 Meétricas de Desempenho: AUC, KS e PSI

9.1 AUC e Curva ROC

A Curva ROC é o grafico entre TPR (sensibilidade) e FPR (1 — especificidade) para todos
os limiares possiveis da probabilidade prevista p;. A AUC (Area Under the Curve) é a

area sob essa curva, com interpretacgao:



Probabilidade de um mau ter score (probabilidade prevista) maior do que um

bom, escolhidos aleatoriamente.

9.2 KS

O KS (Kolmogorov-Smirnov) é definido por:

KS = HlaE}X |Fmaus(x> - Fbons<x>| ’

onde F'sao as distribui¢oes acumuladas das probabilidades previstas para maus e bons,

respectivamente. Em dados de varejo, valores entre 0,3 e 0,6 costumam ser considerados

bons.

9.3 PSI

O PSI (Population Stability Index) mede a mudanga de distribui¢ao entre dois momentos

ou amostras (treino vs teste, por exemplo). Seja ¢ um bin de score ou probabilidade:

PSI; = (act%; — exp%;) - In (act%z) 7

exp%;
PSI = > PSL.

Regra pratica:

e PSI < 0,10: estavel,

e 0,10 < PSI < 0,25: atencao;

« PSI > 0,25: instavel (rever modelo).

No modelo estimado, o PSI treino vs teste ficou em torno de 0,04, indicando boa

estabilidade.



10 Resultados Graficos

10.1 Curva ROC — Base de Teste

Curva ROC - Base de Teste
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Figura 1: Curva ROC — Base de Teste (AUC ~ 0,85).

10.2 Curva KS — Base de Teste

Curva KS - Base de Teste
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Figura 2: Curva KS — Base de Teste (KS =~ 0,56).



10.3 PSI Treino vs Teste

PSI Treino vs Teste (Total = 0.04)
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Figura 3: PSI Treino vs Teste — Probabilidades Previstas (PSI ~ 0,04).

10.4 Split Treino vs Teste

Proporcao de Registros - Treino vs Teste

Treino

Figura 4: Proporcao de Registros — Treino (70%) e Teste (30%).



11 Graficos de WoE e Monotonicidade por Variavel

Os graficos a seguir mostram o WoE por faixa de cada variavel apds o binning monotonico.
Todos foram gerados pelo script Python a partir da lista bins do scorecardpy.

Em cada figura, observa-se:

* eixo z: faixas (bins) da varidvel, com limites truncados em duas casas decimais;
o eixo y: valor de WoE;

« monotonicidade aproximada (crescente ou decrescente) do WoE.

IFIN1, IFIN2, IFIN3
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Figura 5: WoE por faixa — IFIN1, IFIN2, IFIN3.
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Figura 6: WoE por faixa — IFIN4, IFIN5, IFING.
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Figura 7: WoE por faixa — IFIN7, IFINS, IFINO.



IFIN10, FATLIQ, IDADE
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Figura 8: WoE por faixa — IFIN10, FATLIQ, IDADE.
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Figura 9: WoE por faixa — NUM__SOCIOS, RAMO, UF_RJ.
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Figura 10: WoE por faixa — UF__SP.
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Figura 11: WoE por faixa - REST_TIPO_ 1, REST_ TIPO_ 2, REST_ TIPO_ 3.
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WOoE por faixa - REST_TIPO_4 WoE por faixa - REST_TIPO_5
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Figura 12: WoE por faixa — REST_TIPO 4, REST TIPO_ 5.

Esses graficos confirmam, visualmente, a monotonicidade imposta e permitem interpretar
economicamente cada variavel: por exemplo, aumentos de determinadas razoes financeiras
(IFIN3, IFIN4, IFIN5) estdao associados a queda de WoE (pior risco) em certas faixas,

enquanto o aumento da idade do negbcio tende a melhorar o score.

12 Simulacao de Novos Clientes

Por fim, foi gerada uma massa de teste com 10 clientes ficticios, amostrados com reposi¢ao
da base original, mas tratados como novas solicitagdes de crédito. Para cada cliente foram

calculados:

« valores das varidveis de entrada (IFINs, REST TIPO, UF, etc.);
« score total segundo o scorecard monotonico;

o uma decisao de crédito exemplificativa: rejeitar, andlise manual ou aprovar, com

base em tercis do score.

O arquivo simulacao_ 10 clientes PEJOTA.x1sx contém essa saida, que pode ser

usada para testar regras de negbcio.

Apéndice A — Metadados da Base PEJOTA

Tabela 1: Dicionario de Variaveis da Base PEJOTA (Sicsu, 2010)

Tipo Variavel Comentéario Periodo / Observacao
CADASTRAL COD_CLI Cédigo interno do cliente -

CADASTRAL STATUS BOM / MAU -

FINANCEIRA IND_FIN_1 Aging 1ltimo balango 1 més

Continua na proxima pégina
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Tipo Variavel Comentario Periodo / Observacao
FINANCEIRA IND_FIN_2 Aging ultimo balanco 2 meses
FINANCEIRA IND_FIN_3 Aging dltimo balango 3 meses
FINANCEIRA IND_FIN_4 Aging ultimo balango 4 meses
FINANCEIRA IND_FIN_5 Aging ultimo balanco 5 meses
FINANCEIRA IND_FIN_6 Aging ultimo balanco 6 meses
FINANCEIRA IND_FIN_7 Aging ultimo balanco 7 meses
FINANCEIRA IND_FIN_38 Aging 1ltimo balango 8 meses
FINANCEIRA IND_FIN_9 Aging ultimo balango 9 meses
FINANCEIRA IND_FIN_ 10 Aging ultimo balanco 10 meses
FINANCEIRA FATR_LIQ Faturamento liquido alt. ref
RESTRICAO REST TIPO 1 Apontamentos 1 més
RESTRICAO REST_TIPO_2 Apontamentos 2 meses
RESTRICAO REST TIPO 3 Apontamentos 3 meses
RESTRICAO REST TIPO 4 Apontamentos 4 meses
RESTRICAO  REST_TIPO_ 5 Apontamentos 5 meses
CADASTRAL UF Localizagdo da matriz do cliente Estado
CADASTRAL IDADE Idade da empresa (meses) -
CADASTRAL NUM_SOCIOS Numero de s6cios —
CADASTRAL RAMO Ramo de atividade CNAE
Conclusao

O processo descrito reproduz de forma simplificada a l6gica de desenvolvimento de modelos

de credit scoring, conforme Sicsu (2010) e a literatura em geral:

uso de WoE/IV para selegdo e transformagao de variaveis;

e imposicao de monotonicidade para garantir coeréncia de risco;

e regressao logistica em variaveis WoE;

o calibragem em pontos (600-20-50);

« avaliacao por AUC, KS e PSI;

scorecard.

Os resultados numéricos (AUC =~ 0,85, KS ~ 0,56, PSI ~ 0,04) sao consistentes

com um modelo de boa capacidade discriminante e estabilidade aceitavel.

Existe um

fator temporal nao analisado nesse exemplo que é importante no desenvolvimento desses

modelos em instituigdes financeiras.
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